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Resumo: 
Este trabalho tem como objetivo propor a customização do ambiente virtual de 
aprendizagem em função do perfil cognitivo do aprendiz. Os Estilos de Aprendizagem 
defendem que cada indivíduo possui características pessoais para o processo de 
aprendizagem e quando o método de ensino não coincide com esta preferência, o aluno 
pode apresentar problemas para assimilar o conteúdo. Para minimizar estes problemas, 
a proposta deste trabalho analisou outras abordagens já existentes na literatura e 
modificou o estudo apresentado por Fabiano Dorça para possíveis melhorias. Sendo 
assim, este trabalho fez uso de técnicas de Inteligência Artificial, Lógica Fuzzy e 
Aprendizagem por Reforço para detectar automaticamente os Estilos de Aprendizagem 
de alunos em um sistema de aprendizagem simulado computacionalmente. A partir 
desta detecção um currículo personalizado pode ser desenvolvido para cada aluno de 
Plataformas de Ensino à Distância de acordo com as suas preferências de aprendizagem. 
As técnicas utilizadas na abordagem  proposta neste trabalho demonstraram melhorias 
significativas no valor médio das notas ao se comparar com outra abordagem específica 
presente na literatura. 
Palavras-chave: Estilos de Aprendizagem, Fuzzy Logic, Inteligência Artificial. 
 
Abstract: 
This work aims to propose to customize the virtual learning environment according to 
the cognitive profile of the learner. The Learning Styles claim that each individual has 
personal characteristics for the learning process and when the teaching method does not 
match this preference, the student may have problems assimilating the content. To 
minimize these problems, the proposal of this work analyzed other approaches already 
existing in the literature and modified them for possible improvements. Thus, this work 
made use of techniques of Artificial Intelligence, Fuzzy Logic and Reinforcement Learning 
to automatically detect the Learning Styles of computationally simulated students. From 
this detection a personalized curriculum can be developed for each student of Distance 
Learning Platforms according to their learning preferences. The techniques used in this 
approach demonstrated significant improvements when compared to another specific 
approach in the literature. 
 Keywords: Learning Styles, Fuzzy Logic, Artificial Intelligence. 
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1. Introdução 
 

Com o avanço tecnológico, as formas de ensino sofreram várias modificações ao 
longo do tempo, em que tanto aprendizes quanto instituições de ensino buscaram novos 
meios de transmitir informações. Dessa forma,  o surgimento de uma nova tendência na 
educação superior, aliado ao desenvolvimento de novas tecnologias nos processos da 
informação e comunicação, resultaram em novos desafios que fizeram com que os 
educadores redefinissem o papel e a missão da Universidade, com o objetivo de orientar o 
desenvolvimento em função de novos enfoques e possibilidades (HERMIDA; BONFIM, 2006). 

O processo de ensino e aprendizagem pode ser considerado um exemplo para tais 
modificações, uma vez que permaneceu em seu formato presencial por muito tempo. 
Dentre as modificações desse processo  está o seu formato, que pode acontecer à distância, 
com professores e alunos trocando informações em tempos e espaços distintos, por meio 
das chamadas Tecnologias de Informação e Comunicação (TIC's) (ALVES, 2011). O formato 
do processo de ensino e aprendizagem também pode acontecer de maneira semi presencial, 
conforme (BORGES, 2005), que é a mescla dos dois métodos anteriormente mencionados, 
em que uma parte do processo é feito de forma presencial e outra parte complementar 
realizada à distância. 

Os Ambientes Virtuais de Aprendizagem (AVA) são utilizados como ferramentas para 
auxílio à EaD. Nestes ambientes, professores e alunos apenas interagem, por meio da 
disponibilização de materiais, fóruns de discussão sobre temas determinados e chats entre 
alunos e professores, enriquecendo o processo de aprendizagem. Entretanto, tais recursos 
de comunicação não são suficientes para que o estudante alcance o conhecimento em sua 
melhor forma, fazendo com que novas tecnologias sejam desenvolvidas baseadas em 
conceitos discutidos há várias décadas. Tal fato pode ser comprovado com o trabalho de 
Carbonel (Carbonel, 1970), que discute acerca da possibilidade de sistemas utilizarem 
técnicas de Inteligência Artificial (IA) para fornecer a comunicação entre computador e 
estudante, a fim de que haja um fluxo de informação em ambos sentidos, da máquina para o 
homem e vice-versa . 

As plataformas de interação entre professores e alunos têm sido utilizadas com 
frequência e servem como ferramentas para auxílio aos professores quando uma disciplina é 
ministrada por meio da Web (online). Estas plataformas, porém, não consideram as 
diferenças individuais dos estudantes, seja na composição ou na estrutura dos cursos. Elas 
fornecem suporte limitado aos estudantes e poucas são capazes de adaptar o conteúdo de 
um curso a um aluno específico (GRAF; KINSHUK, 2010).  

 
O uso de técnicas de Inteligência Artificial (IA) em Ambientes Virtuais de 

Aprendizagem (AVA) permitem a criação de sistemas que adaptam o conteúdo ao modelo 
cognitivo  do aluno. Tais são conhecidos como Sistemas Adaptativos e Inteligentes para 
Educação (SAIE), Sistemas de Tutoria Inteligente (STI's) e Sistemas de Hipermídia Adaptativa 
(SHA's). 

 
Para minimizar estes problemas, a proposta deste trabalho foi analisar outras 

abordagens já existentes na literatura e as modificar para possíveis melhorias. Sendo assim, 
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este trabalho fez uso de técnicas de Inteligência Artificial, Lógica Fuzzy, Categorização e 
Aprendizagem por Reforço para detectar automaticamente os Estilos de Aprendizagem de 
alunos. A partir desta detecção um currículo personalizado pode ser desenvolvido para cada 
aluno de Plataformas de Ensino à Distância de acordo com as suas preferências de 
aprendizagem. As técnicas utilizadas nesta abordagem demonstraram melhorias 
significativas em relação a nota média e problemas de aprendizagem ao se comparar com 
outra abordagem específica presente na literatura apresentando menor número de 
problemas de aprendizagem. 

 

2. Estilos de Aprendizagem 
 

 Segundo Felder e Henriques, diferenças entre estilos de aprendizagem dos 
estudantes e estilos de ensino dos professores podem afetar negativamente o processo 
educacional, fazendo com que o aluno se torne insatisfeito e entediado e, 
consequentemente, apresente avaliações deficientes e até mesmo abandone os estudos 
(FELDER; HENRIQUES, 1995).   

Os alunos podem aprender de diversas maneiras, incluindo ver e ouvir; refletir e agir; 
raciocinar, memorizar e visualizar. Os métodos de ensino também podem variar, pois os 
instrutores utilizam-se de diversas formas para repassar o conhecimento, como por exemplo 
lendo, discutindo ou demonstrando (FELDER; SILVERMAN, 1988). Assim, professores e 
alunos tendem a realizar suas funções de ensinar e aprender segundo seus estilos de ensino 
e aprendizagem, que podem divergir e/ou convergir em sala de aula (LAZZAROTTO et al., 
2011).  As pessoas não possuem a mesma forma de processar as informações, fazendo com 
que ocorram diferenças individuais no aprender, sendo o EA definido como a maneira 
individualizada de interagir com as condições de aprendizagem (MAYER, 1991; SILVA, 2012).  

Em 2004 foram identificados 71 modelos de Estilos de Aprendizagem relevantes na 
literatura (COFFIELD et al., 2004). Entretanto, o mais utilizado em Sistemas Automatizados 
de Detecção de Estilos de Aprendizagem é o modelo Felder e Silverman (FLSM). Este modelo 
utiliza valores numéricos para indicar o percentual de aderência do estilo de cada estudante 
em uma determinada dimensão. O que torna mais fácil utilizar modelagens computacionais. 
Este modelo apresenta 4 dimensões:  percepção (sensitivo ou intuitivo), entrada ( visual ou 
verbal), processamento (ativo ou reflexivo) e organização (sequencial ou global) (DORÇA, 
2012b).  

A dimensão de percepção indica qual tipo de informação o estudante prefere 
receber. Alunos sensitivos preferem fatos, datas, dados experimentais, exemplos, ligações 
com o mundo real, preferindo abstrair informações pelos seus sentidos (vendo, ouvindo, 
tocando). Os intuitivos preferem teorias, definições, informações simbólicas, modelos 
matemáticos, abstrações. 

A dimensão entrada indica qual tipo de informação é mais efetivamente percebida. 
Alunos visuais preferem figuras, diagramas, gráficos, linha do tempo, filmes e 
demonstrações. Os Verbais preferem explicação escrita ou falada, recordando com maior 
facilidade as informações que leem e escutam, extraem mais informações em uma 
discussão. 
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A dimensão processamento indica como o estudante prefere processar a informação. 

Alunos ativos preferem experimentação ativa, discussões, trabalhos em grupo, 
compreendendo melhor a informação fazendo, discutindo, aplicando ou explicando. 
Reflexivos preferem introspecção e reflexão, trabalho individual, tendem a ser teóricos, 
fazem ligações teóricas com a fundamentação da matéria e não extraem muito quando não 
são levados a pensar. 

A dimensão organização indica como o estudante prefere progredir dentro do curso. 
Sequenciais preferem a progressão lógica e linear do conteúdo. Tendem a seguir uma 
sequência para a solução de um problema e aprendem melhor quando o material é 
apresentado em uma progressão cuidadosa de complexidade e dificuldade. Globais 
preferem uma visão geral do todo, aprendendo em saltos e aleatoriamente. Preferem mais 
liberdade no processo de aprendizagem. 

Para este trabalho, a escolha do FSLSM se deu pela sua ampla utilização em estudos 
com propostas similares. Além disso, o FSLSM combina vários dos principais modelos de EA's 
existentes, permitindo uma caracterização mais detalhada de cada aluno. Diferentemente 
de outros modelos, o FSLSM identifica uma preferência do estudante por algum estilo de 
aprendizagem presente no modelo, porém assume que este estudante em determinado 
momento possa agir de maneira diferente, em determinadas situações (GRAF, 2009). 
 

2. Trabalhos Correlatos 
 

Existem diversas abordagens para Detecção de Estilos de Aprendizagem, mas estas 
pesquisas podem ser categorizadas em trabalhos que utilizam Aprendizagem por Reforço e 
trabalhos que utilizam traços de navegação do estudante em AVA. Este trabalho utiliza um 
sistema de aprendizagem por reforço pois nestes sistemas a convergência não necessita de 
treinamento anterior e pode-se adaptar dinamicamente à medida que o aluno vai utilizando 
o sistema. Em outras abordagens os algoritmos precisam de uma grande quantidade de 
dados para realizar o treinamento para depois conseguir classificar os alunos.  

Em 2012 foi proposto o primeiro trabalho para detecção de estilos de aprendizagem 
utilizando aprendizado por reforço (DORÇA, 2012a). Este sistema era composto por 3 
módulos principais: modelo do estudante, módulo pedagógico e componente de 
modelagem do estudante.  
 
2.1. Modelo do Estudante 

No Modelo do Estudante são armazenadas informações a respeito do aprendiz 

simulado no sistema. Estas informações são a combinação de estilos de aprendizagem (CEA) 

apresentadas por este aluno, os seus objetivos de aprendizagem e o estado cognitivo em 

que o aluno se encontra para cada objetivo de aprendizagem. 

O modelo do estudante irá armazenar os percentuais de cada dimensão criando um 

estilo de aprendizagem probabilístico. Na Figura 1 percebe-se que o aprendiz tem 84% na 

dimensão sequencial e 16% na global.  
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Cada dimensão terá duas probabilidades indicando  asbabilidades do aprendiz em 

relação ao Estilo de Aprendizagem de Felder e Silverman. 

 

Figura 1. Modelo do Estudante Probabilístico.  
 

2.2. Módulo Pedagógico 
O módulo pedagógico atualiza e ajusta o Modelo de Estudante em cada iteração do 

sistema. Internamente existem Cadeias de Markov para seleção de uma nova CEA tornando 

o processo não determinístico. Isto implica que existe uma probabilidade do sistema 

apresentar qualquer conteúdo para o estudante, mas estatisticamente ele irá apresentar 

com maior probabilidade o conteúdo mais adequado. A Figura 2 apresenta as cadeias de 

Markov para seleção da Combinação de Estilos de Aprendizagem (DORÇA, 2012a). 

 

Figura 2. Cadeias de Markov  do Sistema  
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2.3. Componente de Modelagem do Estudante 
O componente de Modelagem do Estudante atualiza a Combinação de Estilo de 

Aprendizagem (CEA), objetivos de aprendizagem e os estados cognitivos do aprendiz 

armazenados no Modelo do Estudante.  

Cada iteração do estudante no sistema implicará em um reforço para que o sistema 

se aproxime do perfil cognitivo do mesmo. O objetivo é que o sistema ofereça com maior 

probabilidade conteúdos mais adequados ao perfil cognitivo do mesmo. 

2.4. Melhorias na Abordagem Proposta 
Em 2016 foram propostas diversas melhorias no sistema de aplicação de reforço do 

algoritmo de aprendizagem. No primeiro trabalho foram alteradas as condições de aplicação 

de reforço.  

Nesta nova abordagem existe reforço também para situações de acertos, isto é, 

quando o aluno consegue tirar notas superiores a 90% da avaliação. Neste caso houve 

melhoria de 6,1% no desempenho avaliativo do estudante e redução média de 68,3% nos 

problemas de aprendizagem (GONÇALVES et al., 2016). No mesmo ano foram aplicadas 

melhorias no Modelo Pedagógico aplicando um novo algoritmo de seleção de CEAs 

utilizando Lógica Fuzzy (RODRIGUES et al., 2016a). A aplicação da Lógica Fuzzy aumentou a 

velocidade de convergência, mas implicou em determinismo no comportamento do 

algoritmo. Esta característica é indesejável quando o aprendiz altera suas preferências 

durante o processo de aprendizagem, pois o sistema demora mais para convergir para o 

novo perfil cognitivo.  

Em 2017 foram publicados diversos trabalhos para tentar melhorar o processo de 

detecção de estilos de aprendizagem. Os principais trabalhos foram a aplicação de Rede 

Bayesiana (SALAZAR et al., 2017), técnica de Dynamic Scripting (SILVA et al., 2017), média 

móvel exponencial (RIBEIRO et al., 2017) e uma abordagem híbrida de categorização de 

reforços (FALCI et al., 2017). Todos os trabalhos apresentaram melhorias e tentaram 

solucionar o problema de não determinismo do sistema de detecção.  

O algoritmo de média móvel exponencial utiliza para aplicação do reforço a 

combinação entre os valores históricos das notas e a nota atual. Os outros trabalhos na 

literatura levam em consideração apenas o valor atual e este trabalho apresenta como 

ganho a redução dos problemas de aprendizagem. Quando o aluno recebe uma avaliação 

ruim neste sistema é verificado o valor histórico das notas para aquela CEA e caso o valor 

seja acima de 60% o sistema não aplica reforço negativo. Com isto este algoritmo tenta 

evitar a aplicação de reforços desnecessários no sistema de atualização da Cadeia de 

Markov.  
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No trabalho de Dynamic Scripting é aplicada uma técnica de Inteligência Artificial 

utilizada em jogos de computadores para solucionar o mesmo problema. Neste sistema são 

criadas um conjunto de regras e o sistema consegue encontrar a melhor combinação de 

pesos para estas regras durante a interação do aluno com o sistema. Uma desvantagem 

deste sistema é que o pesquisador tem que definir as regras e isso pode ser muito difícil 

quando existe desconhecimento profundo do problema tratado.  

No trabalho de Redes Bayesianas é criado uma alternativa para definição do reforço 

e através da definição de probabilidades de cada uma das CEAs. A alternativa é bastante 

promissora, mas apresenta problemas devido à complexidade da abordagem. A aplicação de 

Redes Bayesianas necessita que o desenvolvedor crie relações de causa e efeito o que pode 

tornar o sistema difícil de ser desenvolvido.  

Na abordagem de categorização de reforços tentou-se aplicar reforços baseados em 

categorias. Dependendo da faixa da nota do aprendiz é aplicado um reforço e é atualizada a 

cadeia de Markov. Ela resolve o problema de não determinismo da abordagem da Lógica 

Fuzzy, mas apresenta problemas para convergência em algumas situações.  

 

3. Sistema Proposto  
 Esta abordagem pretende estender a abordagem de Dorça (2012a) levando em 

consideração conceitos abordados por Rodrigues (2016b) e Falci (2017). A principal 

vantagem da Lógica Fuzzy está na detecção de um perfil do aprendiz quando este é estático. 

Por se basear em regras a convergência é sempre muito rápida, o que implica em uma 

dificuldade em convergir quando ocorrer alguma mudança no perfil do estudante. Imagine 

um estudante que ao estudar física prefere vídeos, mas que em um conteúdo específico de 

física prefere ler textos. Neste caso a Lógica Fuzzy irá demorar para detectar o novo perfil 

causando problemas na apresentação de conteúdo customizado para o estudante.  

No trabalho de 2017 de categorização de reforços ocorreu uma aceleração na 

convergência menor do que a Lógica Fuzzy, mas com maior capacidade de se adaptar a 

mudanças repentinas no perfil cognitivo do estudante. As abordagens anteriores de 

categorização de reforço e Lógica Fuzzy foram unificadas. O sistema proposto funciona como 

descrito a seguir. 

O sistema inicia selecionando um conteúdo (Objeto de Aprendizagem) para o 

estudante baseado na seleção probabilística de Cadeia de Markov. Assim o objeto de 

aprendizagem é apresentado ao estudante e a nota da avaliação deste conteúdo é calculada. 

Se a nota for inferior a um limiar mínimo (60%) deve ser aplicado um reforço negativo e 

atualizar a cadeia de Markov. 
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O Objeto de Aprendizagem (OA) é definido como a CEA real. O sistema então é 

inicializado com esta CEA real, que será detectada automaticamente e uma CEA 

probabilística que é uma combinação qualquer (inicializado aleatoriamente). O fluxograma 

do sistema proposto é apresentado na Figura 3.  

 

Figura 3. Sistema Proposto 
 

O PFM (nota do aluno) é o desempenho do aluno e é calculado pela diferença entre o 

perfil cognitivo real do estudante e o que o sistema calculou. Quanto maior a diferença entre 

o real e o apresentado menor será o valor de PFM. Se o PFM for inferior a 60 é considerado 

que o sistema errou e por isso são realizados ajustes para adequar a CEA correta. Quando a 

nota for maior que 60 implica que o sistema apresentou de forma eficiente o conteúdo ao 

estudante.  Após o cálculo da PFM, caso o resultado seja inferior a 60%, o sistema analisará 

o histórico de médias para aquela determinada CEA e um reforço será aplicado baseado 

neste histórico. Para escolher a categoria de reforço a ser aplicado o sistema utiliza os 

mesmos conceitos da abordagem proposta por Rodrigues (2016b), porém, para manter o 

não determinismo do sistema a Lógica Fuzzy é utilizada, desta vez, para definir qual a melhor 

categoria de reforços a ser aplicada à CEA probabilística. 

A PFM atual, então, é armazenada para atualizar as médias dessa determinada CEA e 

o reforço é calculado baseado nas regras da categoria escolhida para o cálculo do mesmo. 

Após estes cálculos as cadeias de Markov são atualizadas com os novos valores 
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probabilísticos e que influenciam diretamente na seleção dos conteúdos a serem 

apresentados ao estudante.  

Uma das melhorias neste sistema é o uso de médias para o cálculo do reforço. 

Baseado nos valores médios mostrados pelo sistema o peso será multiplicado por -3 a +3. 

Quanto menor a média maior será o reforço negativo e quanto maior a média maior será o 

reforço positivo dado ao sistema. 

 

4. Testes Realizados  
Para a validação deste trabalho, testes foram realizados com os mesmos parâmetros 

utilizados por Dorça (2012a) em sua abordagem. O ME inicial foi configurado conforme a 

Tabela 1. O sistema foi iniciado 30 vezes para validação dos resultados em que todas as 16 

possíveis CEA's foram testadas. Os testes executam simultaneamente o sistema proposto 

por Dorça e a abordagem proposta neste trabalho. Para cada CEA testada 30 execuções 

foram feitas afim de ter maior precisão na validação desta abordagem. Ao fim das 30 

execuções, uma média de iterações foi calculada para cada CEA, assim como o desvio padrão 

dessas iterações, como pode ser observado na Tabela. 

Combinação de 

Estilos de 

Aprendizagem 

Média de Iterações Problemas de Aprendizagem 

Dorça Abordagem Proposta Dorça Abordagem Proposta 

ATI|Sen|Vis|Seq 383.41 368.33 21,43 8,33 

Ref |Sen |Vis |Seq 389.20 374.40 29,20 14,40 

Ati |Int |Vis |Seq 382.13 371.40 22,13 11,40 

Ref |Int |Vis |Seq 513.80 515.60 153,80 155,80 

Ati |Sen |Ver |Seq 382.10 371.86 22,10 11,86 

Ref |Sen |Ver |Seq 512.80 511.20 152,80 151,20 

Ati |Int |Ver |Seq 510.86 515.30 150,86 155,30 

Ref |Int |Ver |Seq 388.53 369.03 28,53 9,03 

Ati |Sen |Vis |Glo 396.46 371.46 36,46 11,46 

Ref |Sen |Vis |Glo 510.53 514.83 150,53 154,83 

Ati |Int |Vis |Glo 512.50 513.26 152,50 153,26 

Ref |Int |Vis |Glo 397.83 365.33 37,83 5,33 
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Ati |Sen |Ver |Glo 514.36 513.33 154,36 153,33 

Ref |Sen |Ver |Glo 387.60 368.26 27,60 8,26 

Ati |Int |Ver |Glo 393.73 367.30 33,73 7,30 

Ref |Int |Ver |Glo 384.50 366.10 24,50 6,10 

 
 

Para validação da abordagem proposta, duas métricas foram avaliadas em testes 

estatísticos, sendo elas: Média de Notas e Problemas de aprendizagem. Para a métrica de 

Média de Notas o sistema proposto mostra superioridade em relação ao sistema 

comparado. 

Quanto aos problemas de aprendizagem o sistema proposto encerra sua execução 

com uma média de aproximadamente 10 iterações a menos do que o sistema comparado, 

comprovando a superioridade na identificação do EA, diminuindo os problemas de 

aprendizagem ao longo da sua execução. 

Para averiguar se há diferenças significativas entre o desempenho do algoritmo 

proposto e o algoritmo de Dorça, foi feito um planejamento experimental e uma análise 

estatística dos dados com os resultados obtidos por ambos métodos analisados. Para cada 

um dos algoritmos foram realizadas 30 replicações para cada CEA real do estudante 

(parâmetro de entrada do algoritmo). Os testes foram executados de maneira independente 

e foram avaliadas as métricas citadas anteriormente. 

Para cada métrica considerada, a hipótese nula indica ausência de diferença entre os 

algoritmos avaliados. Na análise dos experimentos foi considerado um nível de significância 

de 95%. Como não se pode afirmar ou justificar a normalidade dos dados, foi utilizado o 

teste de Wilcoxon Sign Rank (teste não paramétrico)(MONTGOMERY; RUNGER, 2003) . O 

resultado do teste de hipótese aponta para a rejeição da hipótese nula para ambas as 

métricas avaliadas. Onde P-value de Interações foi de 0.0027 e da Média das Notas foi de 

0.0076.  

Para estimar a magnitude das diferenças foi empregado o estimador de Hodges- 

Lehmann (1963) que demonstrou que em média o algoritmo proposto efetua 9,14 iterações 

a menos que o algoritmo apresentado por Dorça, com um intervalo de confiança variando 

entre 4,16 e 14,50. Quanto à média das notas, o método proposto possui notas médias 0,73 

maior que o algoritmo da literatura, para um intervalo de confiança entre 0,22 e 1,47. 
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5. Conclusões 
  A nova abordagem para Detecção de Estilos de Aprendizagem, utilizando a Lógica 
Fuzzy para efetuar a categorização dos reforços apresentada neste trabalho mostrou-se 
superior as abordagens recentes e mostrou-se capaz de se adaptar a condições de 
adaptabilidade quando se alteram as combinações de estilos de aprendizagens. Esta 
abordagem é compatível e pode ser implementa nos Ambientes Virtuais de Aprendizagem 
para auxiliar no processo de recomendação automática de objetos de aprendizagem.  
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